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Prognozy krétkoterminowe obciazen matych
odbiorcoéw energii elektrycznej

STRESZCZENIE. Artykut opisuje propozycj¢ rozwigzania modelu prognozy miesigcznego zapotrze-
bowania na energi¢ elektryczna matych podmiotdéw, opartego o technikg sztucznych sieci
neuronowych. Zamieszczono opis metodologii i wyniki przeprowadzonych testow.
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Wprowadzenie

Zgodnie z obowiazujacymi zapisami ustawy Prawo energetyczne [1], od 1 lipca 2007 r.,
wszyscy odbiorcy energii elektrycznej w Polsce nabyli prawo do zakupu energii elektry-
cznej od wybranego przez siebie sprzedawcy. Wraz z wejSciem w zycie odpowiednich
uregulowan (w szczegodlnosci kolejnych wariantow instrukcji ruchu i eksploatacji sieci
przesylowej i sieci rozdzielczych), okoliczno$¢ ta wzmogta zainteresowanie zagadnieniami
zwiazanymi z mozliwo$ciami uzyskania oszczgdnos$ci w procesie kontraktowania i roz-
liczania kosztéw energii elektrycznej. Zainteresowanie dotyczy zaréwno odbiorcéw po-
tencjalnie korzystajacych z nabytego prawa wyboru sprzedawcy, jak i samych sprzedaw-
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cow, a dotyczy m.in. problematyki sporzadzania krotkoterminowych prognoz obciazenia
jako bazowych narzedzi w procesie skutecznego kontraktowania.

W przypadku odbiorcow o mocy umownej powyzej 40 kW, dla ktérych obowiazkowe sa
uktady pomiarowe umozliwiajace uzyskanie profili obciazenia z godzinowa rozdzielczos-
cia, adekwatnie do dobowo-godzinowego sposobu rozliczania, przedmiotem prognoz bgda
podobnie jak dla dotychczasowych aktywnych uczestnikow rynku bilansujacego, krzywe
obciazenia dobowego. Nowoscia jest sposob traktowania odbiorcow o mocy ponizej 40 kW,
dla ktorych Operator Systemu Dystrybucyjnego przydziela zestaw tzw. standardowych
profili zuzycia energii, ktére wraz z odczytami zuzycia energii w okresie rozliczeniowym,
stuza za podstawg procedury rozliczen.

Wedlug przepisow, wielkos¢ energii zamowionej mozna korygowac nie czg$ciej niz dwa
razy do roku, co mocno ogranicza mozliwo$ci manewru. Z drugiej strony, procedury te sa
nowoscia i mozna domniemywac ich ewolucji w przysztosci. Faktem jest, ze kluczowa role
odgrywa w tym przypadku prognoza zapotrzebowania za okres rozliczeniowy, np. miesiac.
Zainteresowane sporzadzaniem takich prognoz do celow tak technicznych jak i marketin-
gowych, moga by¢ podmioty petniace rolg sprzedawcy z urzedu jak i sprzedawcy wybra-
nego, $wiadczace ustugi bilansowania handlowego, konsultingowe itp.

Potrzeby prognozowania miesigcznego zuzycia energii dla najmniejszych odbiorcoéw
dawaty zna¢ o sobie w przesztosci. Sposrod bardziej niecodziennych pobudek mozna
przytoczy¢ prognozy w roli narzedzi monitorowania i wykrywania ewentualnych nie-
prawidtowos$ci w przebiegu procedur akwizycji danych (np. celowe zawyzanie odczytow
przed podwyzka cen itp.). Prognoza odgrywa tu odmienna rolg: nie jest przewidywaniem
przysztosci, ale narzedziem weryfikacji przeszto$ci. Inne nietypowe przyczyny zainte-
resowania takimi prognozami wywodza si¢ z zamierzen zwiazanych z redukcja kosz-
tow obstugi koncowego odbiorcy poprzez wprowadzenie systemu rozliczen ryczatto-
wych.

Ponizej przedstawiono efekty prob rozwiazania metodyki takich wlasnie prognoz.

1. Dane wejSciowe

Materialem statystycznym sa odczyty licznikow energii 75 odbiorcow wylosowanych
w liczbie po 5 w 15 grupach z populacji o licznosci ponad 35 000, z pigcioletniego ciagtego
okresu pomiarow. Wydzielono nastgpujace grupy odbiorcéw: odbiorcy indywidualni (gos-
podarstwa domowe) z taryf innych niz G: jednostrefowi i dwustrefowi (grupa 1 i 2);
odbiorcy z taryfy G o zuzyciu rocznym do: 2,4, 5,6,7,8,9, 10, 11, 12, 13, 14 MW-h (grupy
od 3 do 14); odbiorcy biznesowi (grupa 15).

Na rysunku 1 zamieszczono przyktady przebiegéw $redniodobowego zuzycia energii
w kolejnych miesigcach dla odbiorcéw grupy 1, natomiast na rysunku 2 — dla odbiorcéw

grupy 7.
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Rys. 1. Przyktady przebiegéw sredniodobowego zuzycia energii w kolejnych miesigcach — grupa 1

Fig. 1. Examples of the average daily energy consumption curves in following months — 1* group
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Rys. 2. Przyktady przebiegow Sredniodobowego zuzycia energii w kolejnych miesigcach — grupa 7

Fig. 2. Examples of the average daily energy consumption curves in following months — 7th group
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1.1. Sprowadzenie danych do jednolitej podstawy czasowej

Wartos$ci zuzycia w pierwotnym zbiorze danych wejsciowych dotycza niejednakowych
okresow czasu co wprowadza dodatkowe zakldcenia. Dla odbiorcy, ktory (przyktadowo)

przez luty i marzec obciazalby system stala moca P, przyrost zapotrzebowania na energie

w marcu wynositby: 100% = % =10,7%.
Okoto 68% wszystkich odczytéw dotyczy zakresu od 29 do 33 dni (co daje rozstgp 5
dniowy, czyli ok. 1/6 miesiaca). Jednak catkowity rozstep okreséw odczytowych wynosi 39
dni (1-40) dla grup innych niz 1 i 74 dni (1-75) dla grupy 1.
Na rysunku 3 zilustrowano histogram dlugosci okreséw odczytowych.
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Rys. 3. Histogram dtugosci okresow odczytowych

Fig. 3. Histogram of the reading cycles lengths

Konieczne jest sprowadzenie danych odczytowych do jednolitych podstaw czasowych,

co wykonano wedhig ponizszego algorytmu:

<> dla kazdego okresu odczytowego obliczono zuzycie $redniodobowe energii,

<> wyznaczono ciag zuzy¢ dobowych dla wszystkich dni danych danego odbiorcy, za ktore
przyjeto zuzycie sredniodobowe wzigte z odpowiedniego dla danego dnia okresu odczy-
towego,

<> wyznaczono warto$ci zuzy¢ sredniodobowych w kolejnych miesigcach kalendarzowych;
warto$ci dla skrajnych miesigcy odrzucono jesli zostaty wyznaczone na podstawie mniej
niz 14 dni.
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2. Predyktory neuronowe

2.1. Opis modeli

Przeprowadzono proby zastosowania technik neuronowych do szeregoéw w postaci
oryginalnej i przetworzonych na kilka réznych sposobdw. Do przetworzenia uzyto: dekom-
pozycje, dtugoterminowy trend liniowy i sktadowa sezonowa, oraz réznicowania.

Dotaczono zestaw prognoz uzyskanych z modeli uproszczonych, dalej nazywanych
modelami kontrolnymi.

1. Model kontrolny oparty na sredniej ruchomej (sred) — wykonano prognoze wygasta
poprzez ekstrapolacj¢ w przyszto$¢ $redniej z T ostatnich obserwacji prognozowanego
procesu. Przyj¢to okres $redniej ruchomej 7" o dtugo$ci 24 obserwacji.

. L (1)
At = zAz—i
i=1

N =

2. Model kontrolny oparty na trendzie liniowym i funkcji okresowej (/incos) — wykonano
prognoz¢ wygasta, poprzez ekstrapolacj¢ dopasowanego trendu liniowego i funkcji co-
sinusoidalne;j.

- 2n
At=b1'l+b2 +Cl+02005(t'12—6‘3j (2)
gdzie: by, b, — parametry trendu liniowego,
ci, €3 c3 — parametry funkcji okresowe;j.

3. Model kontrolny oparty na trendzie liniowym i wielomianie trygonometrycznym
k-tego rzgdu (lintrik) — wykonano prognozg wygasta, poprzez ekstrapolacj¢ dopasowanego
trendu liniowego 1 wielomianu trygonometrycznego k-tego rzedu.

A, =by-t+by +W(t) (3)
gdzie: b;, b, — parametry trendu liniowego,
W) — wielomian trygonometryczny:

k . k ;
W(t)=a, +Zci cos(tzml(t—l))+zdi Sin(tzml(T—l)) T=1...,¢ 4
- i=1 a

i=1
(t- 1) — numer ostatniej znanej realizacji procesu,

k — rzad wielomianu,
cy, ¢, di— wspotczynniki Eulera-Fouriera (i = 1,...,k).
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Eksperymentalnie dobrano rzad wielomianu: k= 5.
4. Model oparty na nieprzetworzonym szeregu czasowym (pros):

A, = f(Aj_1, Aj_n s Aiy) ®)
k — rzad szeregu czasowego.

5. Model oparty na szeregu reszt {R.} uzyskanych z usunigcia trendu liniowego i se-
zonowosci o postaci funkcji okresowej (lincos_*):

1at=b1'l+b2 +Cl+62005[l"f’;’c—03j+1§t (6)

R, = f(R;_1,R;—+...R,_t) (7

6. Model oparty na szeregu reszt {R.} uzyskanych z usunigcia trendu liniowego i sezo-
nowosci o postaci funkcji okresowej (2) (lintri_*):

A, =by-t+by +W(t)+R, ®)

R, = f(R,_1,R,—+...R,_t) 9)

7. Model oparty na szeregu {D.! uzyskanym z roznicowania szeregu pierwotnego

(diff_*):

A, =4, +D, (10)

DAt :f(Dt—laDt—2""7Dt—k) (11)

Parametry dekompozycyjne modeli (tj. parametry trendoéw liniowych, funkcji okre-
sowych (2) i wielomianow (4)) estymowano krokowo, wykorzystujac kazdorazowo wias-
ciwa dla danego kroku liczbe realizacji.

Parametry wtasciwych modeli predykcyjnych (oznaczanych we wzorach (5,...,11) ja-
ko f{(...)) wyznaczono w toku wykonania procedury uczenia sieci neuronowych na jedno-
razowo wyznaczonym ciagu realizacji zwanym zbiorem uczacym.

Dla szeregu reszt (7), (9) lub réznic (11) skonstruowano odpowiednio zbiory par
wektorow: wektor wejsciowy o k sktadowych i wektor wyjsciowy o jednej skladowe;j.
W ujeciu matematycznym, funkcje (7), (9), (11) realizuja autoregresj¢ zmiennej bedacej
sktadowa wektora wyjsciowego.
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2.2. Podziat danych

Z kazdego zbioru par wektorow, wydzielono dane o wektorach wyjsciowych doty-
czacych okresu od stycznia 2002 wiacznie. T¢ czgs¢ danych traktowano jako dane testowe.
Nie braty one udzialu w uczeniu sieci. Pozostate dane (zbidr uczacy), w sposob losowy
dzielono na dwa podzbiory: zbidr treningowy i szacujacy (walidacyjny). W przypadku duzej
rozbieznosci migdzy warto$ciami biedu sieci dla czgSci treningowej i szacujacej prze-
prowadzano od nowa procedurg losowego podzialu przypadkéw na czgs$¢ treningowa
i szacujaca.

2.3. Typy sieci neuronowych

Uzyto nastepujacych typow sieci neuronowych:
<> sie¢ liniowa (lin) [3, 5],
<> sie¢ o radialnych funkcjach bazowych (rbf) [2, 4],
<> wielowarstwowy perceptron z jedna warstwa ukryta (mip3) [2, 3, 5],
<> wielowarstwowy perceptron z dwoma warstwami ukrytymi (mlp4) [2, 3, 5].

2.4. Uczenie

Procedurg uczenia wykonywano dla kazdego odbiorcy osobno bez uzywania danych
testowych. Niezaleznie od rodzaju sieci, procedura byta wielokrotnie powtarzana w celu
wyznaczenia optymalnych parametrow sieci.

W przypadku sieci liniowych (/in), ktore pod wzglegdem matematycznym sa modelem
autoregresji liniowej, optymalizacji podlega jedynie rzad autoregresji, za§ samo ,,ucze-
nie” polega na wyznaczeniu wspdlczynnikow autoregresji, ktore w sieci pelnia rolg wag
neurondw w warstwie wyjsciowej. Wagi te sa wyznaczane analitycznie metoda pseudo-
inwersji [2, 4]. Kontrola warto$ci bigdow sieci liniowej uzyskanych dla zbiorow trenin-
gowego, szacujacego i testowego, pozwala na dobranie odpowiedniego rzg¢du autore-
gresji.

Sieci 7bf [2, 4] uczone sa dwuetapowo. Pierwszy etap polega na wyznaczeniu tzw.
centréw funkcji bazowych (realizowany metoda k-§rednich [2]), drugi za$ polega na wyzna-
czeniu wag neurondéw liniowej warstwy wyjsciowej (realizowany analitycznie metoda
pseudoinwersji [2, 4]).

Optymalizowane sg zarowno rozmiar wejscia sieci (czyli rzad autoregresji) i wewnetrzna
architektura sieci (czyli ilo$¢ neuronéw w warstwach ukrytych).

Uczenie sieci mlp3 i mlp4 realizowano algorytmem ,,wstecznej propagacji btedow™ [2, 3,
51, z kryterium tzw. ,,wczes$niejszego stopu” [2, 3]. Optymalizowane tu s zard6wno rozmiar
wejécia jak 1 struktura warstw ukrytych.
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2.5. Uwagi o uczeniu i efektywnosci sieci

Z uwagi na przegladowy charakter eksperymentu intensywno$¢ przeprowadzonego
cyklu procedur uczenia nie byta forsowana. Przy indywidualnym potraktowaniu poszcze-
gblnych przypadkoéw i bardziej czasochtonnym procesie poszukiwania optymalnych pa-
rametrow sieci, mozna uzyskaé lepsze wyniki, zwtaszcza dla sieci mip.

Fakt niestosowania w uczeniu kilkunastu ostatnich realizacji prognozowanego pro-
cesu, moze pozbawi¢ sie¢ istotnych informacji o najaktualniejszych wzorcach. W nor-
malnym trybie zbidr testowy powinien by¢ losowany, podobnie jak czg§¢ treningowa
i szacujaca.

3. Analiza wynikéw
Jako bazowej miary bledu uzyto wzglednego btedu procentowego.

3.1. Oznaczenia

N — licznos$¢ zbioru bledow,

PE — wzgledny blad procentowy (Percentage Error) PE = 100 (prognoza — reali-
zacja) / realizacja,

APE=|PE| — modut bledu (4bsolute PE),

MPE :% > PE — §redni blad (Mean PE),

MAPE :% Y APE — $redni modut bledu (Mean APE),

RMSPE = /Nl Z PE? - btad $redniokwadratowy (Root Mean Square of PE),

> (PE-MPE)? ,
SDPE = B v odchylenie standardowe btedu procentowego (Standard

Deviation of PE),

PAPE — btad prawdopodobny (Probable APE) — prawdopodobienstwo P/APE < PAPE]
=0,68,

HPAPE — btad wysoce prawdopodobny (High Probable APE) — prawdopodobienstwo
P[APE < HPAPE]=0,95.

+/- — znakiem ,,plus” oznaczono pozytywnie zweryfikowana hipotez¢ o nieobcigzonos$ci
prognozy; znakiem ,,minus” oznaczono odrzucong hipoteze o nieobciazonosci.
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3.2. Test nieobcigzonosci

Nieobciazonos$¢ (tzn. zerowa wartos¢ oczekiwana btedu), w postaci hipotezy zerowej
Hy: E{PE}=pps=0, weryfikuje si¢ poprzez wyznaczenie przedziatu ufnosci, ktory z praw-
dopodobienstwem / — o zawiera ,,prawdziwa’” warto$¢ $rednia bledu ppg [6]:

SDPE, - vpis SPPE, (12)
JN 2

N

MPE —

gdzie: t% — kwantyl rozktadu Studenta o N-1 stopniach swobody, spetniajacy warunek:

Pirty <t<ty}=l-o (13)

N 14

SDPE:\/IZ(PEi ~MPE)? o
N-15

(15)

1 &
MPE =— " PE,
Nl—l

Jesli przedziat ufnosci pokrywa wartos¢ zero, nie ma podstaw do odrzucenia hipotezy Hy
na poziomie istotnosci p = I — a (o = 0,05).

Pozytywna weryfikacj¢ hipotezy H) oznaczono znakiem ,,+” — tabela 1.

Rysunek 4 przedstawia wybrane dystrybuanty empiryczne MAPE.

Whnioski

Najlepsza jakos¢ precyzji wydaja si¢ oferowaé wielowarstwowe perceptrony z jedna
warstwa ukryta (mlp3), jednakze pod pewnymi warunkami, ktérych spetnienie w przypadku
masowego stosowania moze sprawiac¢ trudnosci.

Whiosek ten postawiono w opozycji do zbiorczego zestawienia wynikow, w ktorym
osiagi mlp3, nie sa klasyfikowane najwyzej, jednak przemawia za tym doswiadczenie
W pracy z sieciami neuronowymi i §wiadomos¢ warunkow przeprowadzonego eksperymentu.

Pelne powodzenie stosowania sieci mlp3 wymaga zwykle indywidualnego podejscia do
kazdego przypadku prognozowanego procesu w dwoch etapach analizy: (1) zapewnienie
reprezentatywnosci zbiorow treningowego, szacujacego i testowego, (2) uczenie sieci z po-
szukiwaniem optymalnej architektury. Algorytmy automatyzujace te czynnosci (zwlaszcza
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Rys. 4. Wybrane taczne dystrybuanty empiryczne MAPE
Fig. 4. Selected all-in empirical distributions of MAPE
TABELA 1. Zbiorcze zestawienie analizy btedow poszczegdlnych metod
TABLE 1. Specification of error analysis of particular methods
MPE MAPE | RMSPE SDPE PAPE HPAPE | MinPE MaxPE testT
$red 3,5 20,9 33,5 333 21,6 58,3 -77,8 308,8 -
LinCos 2 18 28,1 28,1 19,3 51,8 -75.9 211.,4 -
LinTri5 9 20,2 34,2 33 20,1 65,8 -88,2 330,6 -
pros_lin 2,4 16,5 39,6 39,5 14,3 44,6 -640,1 570,2 +
pros_rbf 6,8 21,4 38,4 37,8 20,1 69 -141,8 382,6 -
pros_mlp3 3,6 16,9 29,2 29 16,4 48,8 -399,5 196,2 -
pros_mlp4 3,4 16,4 26,8 26,6 16,1 46,7 -107,2 248,2 -
lincos_lin 1,1 15 28,3 28,3 14,5 43,7 -484,8 213,7 +
lincos_rbf 4 20,5 35,5 35,3 18,4 66,9 -303.,9 285,2 -
lincos_mlp3 0,6 16,8 30,7 30,7 17,1 45,7 -447,2 203,2 +
lincos_mlp4 2,1 16,3 28,4 28,3 16,1 47,9 -341,8 215,7 -
lintri5_lin 68 187,2 445,6 440,6 129,6 807,9 | -2453,1 3932 -
lintri5_rbf 8,7 20,8 34 32,9 21,3 67 -89,4 333,2 -
lintri5_mlp3 32,1 53,3 91,6 85,9 52,3 172,9 -159,5 937,71 -
lintri5_mlp4 30,3 48,5 89,4 84,2 49,9 1383 | -156 1039,3 -
diff lin 1,9 13,5 223 223 13,8 40,5 | -120,8 222.4 .
diff_mlp3 3.5 13,9 23,5 23,2 14,8 39,5 98,1 282,1 .
diff mlp4 22 14,9 26,5 26,4 14,2 432 | 2789 2418 .
diff _rbf 46 15,2 25,5 25,1 15 494 93 2233 -
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algorytmy uczenia potaczonego z optymalizacja architektury) sq czasochtonne i cechuja si¢
pewnym, trudnym do przewidzenia stopniem niepewnosci dziatania.

Z powodu niewielkiej liczno$ci rozpatrywanego ciagu realizacji procesu, reprezenta-
tywnos$¢ podzbioréw zbioru uczacego jest problematyczna. Jednak stosowanie dtuzszego
ciagu jest niecelowe, z uwagi na brak uzytecznych wzorcoéw we wczesniejszych latach (co
wynika z trwatych zmian w charakterystykach obciazeniowych odbiorcow).

Optymalizacja architektury sieci wymaga wielokrotnego powtarzania procedur uczenia
i oceny dla roznych architektur. Jest to proces czasochtonny i tatwo popetni¢ podczas niego
btad tzw. przetrenowania sieci (zbytniego dopasowania sieci do danych).

Wobec tych spostrzezen, do masowego stosowania predestynowane wydaja si¢ by¢
techniki o mniejszym koszcie obliczeniowym (chodzi glownie o stabilno$¢ procedur opty-
malizacji parametroéw), takie jak sieci liniowe (model diff lin), czy sieci o radialnych
funkcjach bazowych (model diff rbf).

Wyniki analizy bledéw zwracaja uwage na znaczenie odpowiedniej procedury dekompo-
zycji zadania. Najlepiej sprawdzito sig¢ réznicowanie o rzgdzie jeden.
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Jacek LYP

Short term load forecasts of small electric energy consumers

Abstract

The paper describes the proposal of the solutions of the monthly energy demand forecasting model
for small objects based on the artificial neural networks. The paper contains description of the
proposed methodology and presents the results obtained from experimental tests.
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